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基于电子鼻多传感器融合的茶叶存储时间识别 
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摘 要：借助电子鼻检测存储 60、120、180、240、300、360 d的黄山毛峰茶香气信息，根据电子鼻各传感器响

应曲线变化特点，选取出 1 组能够表征不同香气信息的基本特征变量，分别采用主成分回归(PCR)、偏最小二乘

回归(PLS)和 BP 神经网络(BPNN)方法，建立茶叶存储时间的预测模型。测试样本集对 3 种预测模型的检验结果

表明：PCR、PLS、BPNN模型的预测标准误差分别为 10.05、6.04、3.21 d；最大预测相对误差分别为 11.03%、

7.02%、5.89%；平均预测相对误差分别为 6.73%、4.74%、3.62%；预测值与实际值之间的决定系数 R2分别为 0.862、

0.896、0.987。3种模型都能较好地对茶叶存储时间进行预测，相比较而言，BPNN模型性能最优，PLS模型性能

优于 PCR模型。 
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Abstract: A recognition methods for storage time of tea was set up based on the Huangshanmaofeng tea under storage 

time of 60, 120, 180, 240, 300 and 360 d detected by electronic nose. According to response curves of electronic nose, a 

set of essential characteristic variables were selected. On the basis of these variables, principle component 

regression(PCR), partial least squares regression(PLS) and back propagation neural network(BPNN) was applied to build 

the prediction model for storage time of tea, respectively. Three prediction models were validated by test sample set. The 

results indicated that standard error of prediction of PCR, PLS and BPNN models were 10.05, 6.04 and 3.21 d, 

respectively; the maximum relative error 11.03%, 7.02% and 5.89%, respectively; the mean relative error 6.73%, 4.74%, 

and 3.62%, respectively; determination coefficient between predicted value and real value 0.862, 0.896 and 0.987, 

respectively. All of the models could predict storage time of tea well. BPNN was the model with the best performance and 

PLS is better than PCR. 

Keywords: electronic nose; storage time of tea; multi-sensor fusion; principle component regression; partial least squares 

regression; back propagation neural network 
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非发酵茶类随着存储时间的增长，化学成分会

发生复杂的变化，茶叶香气逐渐减弱，品质越来越

差，直至失去饮用价值。感官审评和理化指标测定

是茶叶品质鉴别常用的 2种方法[1]。感官审评易受外

界及自身因素的干扰，评定结果存在一定程度的不

确定性；理化指标测定操作程序复杂、繁琐，耗时

较长。茶叶香气与茶叶品质密切关联，是评定茶叶

品质的重要依据。已有研究表明，茶叶香气是由几

百种挥发性物质共同作用形成的综合状态的体现[2]，

依靠单个或少量传感器难以对其进行有效识别。 

多传感器融合技术[3–4]是近年来兴起的一门新技

术，它通过多个传感器来获取客观对象的信息，再利
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用数据融合方法对信息进行处理，进而形成判别或决

策结果。多传感器融合技术克服了单个传感器的局限

性，获取的信息更为全面，得到的结果也更加准确。 

电子鼻是多传感器融合技术的典型代表，主要

由包括多个传感器的传感器阵列及相应的模式识

别方法构成，是一种仿人类嗅觉功能的仪器。目前，

电子鼻已经在肉类[5–10]、乳制品[11–16]、水果[17–22]等

食品工业领域得到广泛应用。于慧春等[23]利用电子

鼻对 5个等级龙井茶的茶叶、茶水、叶底进行检测，

采用线性判别和 BP 神经网络方法，实现了对不同

等级茶叶的分类判别。陈哲等[24]利用电子鼻对 3种

等级的碧螺春茶的茶水、叶底进行检测，并将获取

的特征信息进行综合，采用 K邻近和 BP神经网络

方法对茶叶等级进行识别，结果 BP 神经网络识别

正确率达到 100%。张红梅等[25–26]利用电子鼻对 3

个等级信阳毛尖茶进行检测，采用多元线性回归、

主成分回归、二次多项式回归方法，建立了茶叶中咖

啡碱及茶多酚含量的预测模型。BHATTACHARYA等
[27]利用电子鼻监测红茶发酵过程中产生的挥发性

物质，进而确定最佳发酵时间。YANG等[28]利用电

子鼻对 7种日本绿茶进行检测，采用主成分分析和

聚类分析方法，实现了对不同浓缩香豆素含量绿茶

的识别。这一系列研究主要集中于对不同等级茶叶

的识别或茶叶中某种成分含量的预测。 

笔者尝试以中国十大名茶之一的安徽黄山毛峰

茶为研究对象，用电子鼻对已存储 60、120、180、

240、300、360 d 的干茶进行检测，获取茶叶香气的

特征信息；分别采用主成分回归(PCR)、偏最小二乘

回归(PLS)、BP 神经网络(BPNN)方法，建立茶叶存

储时间的预测模型，并对 3 种预测模型性能进行对

比分析，以寻求茶叶存储时间的最佳识别方法。 

1 材料与方法 

1.1 材料与仪器 

茶叶样本为从安徽黄山当地茶厂订购的黄山

毛峰明前茶，每 50 g茶样用锡纸袋密封、独立包装

并加入干燥剂，置于 5 ℃冰箱中存储。 

电子鼻为德国Airsense的PEN3便携式电子鼻。

电子鼻主要由传感器阵列、数据采集及处理软件、

采集及清洗装置、吸附与解吸附装置等组成，其中，

传感器阵列包括 10 个半导体金属氧化物传感器：

W1C、W5S、W3C、W6S、W5C、W1S、W1W、

W2S、W2W 和 W3S，分别以 S1~S10 表示。传感

器响应值为 G/G0，G为传感器在挥发性气体中的电

导率，G0为传感器在纯净空气中的电导率。 

1.2 方法 

从 2016年 5月 1日开始，使用电子鼻每 60 d

检测 1次茶样，至 2017年 4月 25日结束。不同存

储时间的茶叶分别准备 15 个重复样本，每个重复

样本 5 g，放入 250 mL烧杯中，用双层塑料保鲜膜

密封，26 ℃条件下静置 60 min后，进行电子鼻检

测。电子鼻采样频率为 1 次/s，每次检测采样时间

为 60 s，清洗时间为 2 min。共获取 90组样本数据，

其中 60 组(每一存储时间 10 组)作为训练样本集，

30组(每一存储时间 5组)作为测试样本集。 

1.3 数据处理 

电子鼻各传感器对同一香气存在交叉敏感性

且响应存在差异，首先根据不同存储时间茶样响应

曲线变化特点，选取 1组能够较好反映响应曲线特

征的变量，即基本特征变量。为尽量不丢失原始数

据中蕴含的信息，通常选取较多的基本特征变量，

这些变量之间往往会存在一些信息重叠或多重相

关性。如果直接以这些基本特征变量作为自变量，

采用多元线性回归(MLR)方法建立茶叶存储时间的

预测模型，预测精度会较低。 

为了更好地抑制由于特征变量间的相关性带

来的预测偏差，提高预测精度，分别采用主成分回

归(PCR)、偏最小二乘回归(PLS)和神经网络(BPNN)

模式识别方法，建立茶叶存储时间的预测模型。利

用训练样本集和测试样本集对模型进行检验，通过

模型的预测标准误差(SEP)、最大预测相对误差

(REmax)、平均预测相对误差(REmean)、预测值与实际

值之间的决定系数(R2)对模型性能进行评价。 

2 结果与分析 

2.1 茶样香气的基本特征变量 

基于电子鼻各传感器响应在50 s后基本趋于稳

态，将采样时间设定为 60 s。图 1为电子鼻传感器

阵列对不同存储时间黄山毛峰茶叶香气具有代表

性的响应曲线。可以看出，各传感器对同一香气都

有响应，但有所不同，具有交叉敏感性。为了更好

地反映香气的特征信息，对茶样香气传感器响应曲

线变化趋势及其特点进行分析，发现各传感器在第
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30 s 时的响应值、响应最大值、响应稳态值(取第

60 s时的响应值)、采样时间内的响应平均值的变化

较为显著，故选取这些值作为基本特征变量。由于

电子鼻包含 10 个传感器，则由基本特征变量组成

一 40维基本特征向量，X=(x1, x2,⋯, x40)。 

G
/G
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2.0

3.0

4.0

0.0  
0.0   10.0   20.0   30.0   40.0  50.0   60.0 

采样时间/s 

图 1 不同存贮时间茶叶电子鼻典型响应曲线 

Fig.1 Representative response curve of electronic nose under 

different storage time 
 
 

其中：x1, x2,⋯, x10分别为 S1~S10第 30 s时的

响应值；x11, x12,⋯, x20分别为 S1~S10响应最大值；

x21, x22,⋯, x30分别为 S1~S10响应稳态值；x31, x32,⋯, 

x40分别为 S1~S10在 60 s内响应平均值。 

2.2 基本特征变量的相关性 

由于基本特征向量维数较高，这些变量包含的

信息可能会存在冗余。为了更好地利用这些特征变

量，对基本特征变量进行相关性分析，相关系数采

用 Pearson 相关，显著水平 α取 0.05，双尾显著性

检验。相关性分析发现，多个基本特征变量之间存

在较大的相关性，最大相关系数达到 0.931(表 1)，

说明基本特征变量之间存在多重相关性(共线性)。 

 

 

表 1 部分基本特征变量的相关系数 

Table 1 Correlation coefficient of partial characteristic variables 

相关系数 
变量 

x1 x2 x11 x12 x19 x22 x28 x29 x32 x38 

x1  1.000          

x2 –0.513  1.000         

x11  0.732 –0.578  1.000        

x12 –0.546  0.853 –0.327 1.000       

x19 –0.247  0.775 –0.403 0.864 1.000      

x22 –0.465  0.794 –0.547 0.882 0.633 1.000     

x28 –0.351  0.418 –0.329 0.642 0.484 0.649 1.000    

x29 –0.475  0.658 –0.551 0.810 0.863 0.727 0.805 1.000   

x32 –0.514  0.852 –0.331 0.931 0.608 0.890 0.241 0.537 1.000  

x38 –0.462  0.159 –0.379 0.593 0.550 0.623 0.874 0.488 0.665 1.000 
 

2.3 茶叶存储时间的预测模型 

由于基本特征变量之间存在多重相关性，如果

直接用这些基本特征变量来建立茶叶存储时间的

MLR模型，会给回归系数估计值带来很大偏差，降

低预测精度。为提高模型的预测精度，先采用 PCR

方法和 PLS方法建立茶叶存储时间预测模型，再以

性能较优者与 BP神经网络结合，建立 BPNN预测

模型，以寻求最佳的茶叶存储时间识别模型。 

2.3.1 PCR 预测模型 

由于基本特征向量为 40 维，则训练样本数据

可构成 1个 60×40的基本特征变量矩阵。对基本特

征变量矩阵进行主成分分析(PCA)，前 5 个主成分

的特征值都大于 1，累计贡献率为 96.78%(大于

85%)(表2)，能较好地概括基本特征变量矩阵包含的

信息；因此，取前 5个主成分建立茶叶存储时间的

PCR预测模型。 

表 2 基本特征变量矩阵前 5 个主成分的特征值及贡献率 

Table 2 The eigenvalues and contribution rate of the first five 

principal components of the basic characteristic value 

matrix 

主成分 特征值 贡献率/% 累计贡献率/%

P1 48.75 52.32 52.32 

P2 26.82 28.78 81.10 

P3  9.63 10.34 91.44 

P4  3.01  3.23 94.67 

P5  1.98  2.12 96.79 
  

分别用训练样本集和测试样本集对 PCR 预测

模型进行检验。PCR模型的预测值与实际值如图 2
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所示。对于训练样本集，PCR 预测模型的 SEP、

REmax、REmean、R2分别为 9.48 d、10.97%、6.57%、

0.873；对于测试样本集，PCR 预测模型的 SEP、

REmax、REmean、R2分别为 10.05 d、11.03%、6.73%、

0.862。 
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图 2 PCR 模型的预测值与实际值 

Fig.2 Predicted values from PCR and real values 
 

2.3.2 PLS 预测模型 

PCR 方法可以消除基本特征变量间存在的多

重相关性问题，但主成分只是根据基本特征变量矩

阵(自变量)得到的，并没有考虑基本特征变量与茶

叶存储时间(因变量)之间的关系，因而有必要进一

步对训练样本集构成的 60×40基本特征变量矩阵及

其对应的 60×1茶叶存储时间矩阵进行 PLS分析，

并通过交叉有效性进行检验，设定限定值 0.05。根

据检验结果，当取前 4个成分时模型便可达到设定

的检验目标，因此利用前 4个成分来建立 PLS回归

模型。前 4个成分对变量的解释能力如表 3所示。

结果表明，前 4个成分共解释了基本特征变量矩阵

(自变量)90.36%的信息，对基本特征变量具有较好

的概括性。同时，前 4个成分共解释了茶叶存储时

间矩阵(因变量)88.76%的信息，对茶叶存储时间的

解释能力也较强。 

表 3 前 4 个成分对变量的解释能力 

Table 3 Explanatory ability for the variables of the first four 

components                                 % 

成分
自变量

解释率

自变量 

累计解释率 

因变量 

解释率 

因变量 

累计解释率 

t1 51.97 51.97 68.65 68.65 

t2 20.21 72.18 12.64 81.29 

t3 16.83 89.01  5.24 86.53 

t4  1.35 90.36  2.23 88.76 
 

分别用训练样本集和测试样本集对 PLS 预测

模型进行检验。PLS 模型的预测值与实际值如图 3

所示。对于训练样本集，PLS 预测模型的 SEP、

REmax、REmean、R2分别为 5.37 d、6.96%、4.58%、

0.904；对于测试样本集，PLS 预测模型的 SEP、

REmax、REmean、R2分别为 6.04 d、7.02%、4.74%、

0.896。与 PCR 预测模型相比，PLS 预测模型的性

能更好。 
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图 3 PLS 模型的预测值与实际值 

Fig.3 Predicted values from PLS and real values 
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2.3.3 BPNN 预测模型 

PCR方法和 PLS方法建立的预测模型，是利用

线性回归方程来近似逼近电子鼻传感器响应与茶

叶存储时间之间的非线性映射关系，虽然都有较好

的预测效果，但仍然存在一定的误差。鉴于 PLS模

型的预测效果优于 PCR 模型，选择 PLS 模型中提

取的前 4个成分作为 BPNN的输入。 

BPNN 采用只含有单个隐含层的 3 层网络结

构。输入层和输出层节点数分别由输入变量数和输

出变量数决定。BPNN输入量为 PLS提取的 4个成

分，输入层节点数为 4个；输出量为茶叶存储时间，

输出层节点数为 1个。根据输入层与输出层节点数

及设计经验可估计出隐含层节点的大致范围为

3~13个[29]，再逐一进行试验比较，以网络训练误差

和网络对测试集样本预测值与实际值间的决定系

数对性能进行综合评价。隐含层传递函数采用

tansig函数，输出层传递函数采用 purelin函数，网

络学习采用 L–M 算法，目标误差采用均方差，设

定值为 10，最大迭代次数取 5 000。不同隐含层节

点数 BPNN的训练结果如表 4所示。 

当隐含层节点数取 10、11和 13时，训练误差

较小，都达到了设定的目标要求，模型预测的茶叶

存储时间与茶叶实际存储时间之间的决定系数分

别为 0.975、0.987和 0.893。当隐含层节点数为 13 

表 4 不同隐含层节点数网络训练结果 

Table 4 Training results of BPNN with different node numbers 

in hidden layer 

隐含层节点 训练误差 决定系数 R2 迭代次数

 3 12.874 0.835 103 

 4 11.735 0.852 210 

 5 10.682 0.861 542 

 6 10.455 0.902 1 231 

 7 10.643 0.883 2 005 

 8 10.317 0.910 2 243 

 9 10.176 0.872 3 624 

10  9.098 0.975 1 852 

11 10.002 0.986 1 767 

12 10.219 0.943 3 004 

13 10.001 0.893 4 216 
 

时，模型对于测试集的决定系数较小，存在过拟合

现象，泛化能力较差；当隐含层节点数为 11 时，

虽然比取 10 时训练误差稍大，但模型对测试集的

决定系数较高，泛化能力较强。综合考虑，确定隐

含层节点为 11。BPNN预测模型的最佳网络结构为

4–11–1。BPNN模型的预测值与实际值如图 4所示。

对于训练样本集，BPNN预测模型的 SEP、REmax、

REmean、R2分别为 3.17 d、5.68%、3.45%、0.985；

对于测试样本集，BPNN预测模型的 SEP、REmax、

REmean、R2分别为 3.21 d、5.89%、3.62%、0.987。

与 PCR、PLS预测模型相比，BPNN预测模型的性

能更优。 
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图 4 BPNN 模型的预测值与实际值 

Fig.4 Predicted values from BPNN and real values 
 

2.4 PCR、PLS 和 BPNN 预测模型的比较 

依据电子鼻传感器阵列对不同存储时间茶叶

的响应，提取出基本特征变量，以此为基础分别采

用 PCR、PLS和 BPNN方法建立茶叶存储时间的 3

种预测模型，并利用 SEP、REmax、REmean、R2作为 

 

指标对 3 种预测模型性能进行评价。3 种预测模型

对测试样本集性能的比较如表 5 所示。3 种预测模

型对测试样本集中 6种存储时间茶叶的平均预测值

如表 6所示。 
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表 5 3 种预测模型的性能 

Table 5 Performance comparison of three prediction models 

模型 SEP/d REmax/% REmean/% R2 

PCR 10.05 11.03 6.73 0.862 

PLS  6.04  7.02 4.74 0.896 

BPNN  3.21  5.89 3.62 0.987 
 

表 6 3 种预测模型的平均预测值 

Table 6 The mean predicted values from three prediction models 

平均预测值/d 
模型 

60 120 180 240 300 360 

PCR 63.60 113.58 186.7 253.86 314.90 345.64

PLS 63.00 115.92 182.70 234.66 307.30 368.44

BPNN 60.80 121.42 178.20 243.72 303.52 355.40
 

3 种模型都能较好地对测试样本集茶叶存储时

间进行预测。BPNN模型具有最小的 SEP、REmax、

REmean和最大的R2，平均预测值与实际值最为接近，

预测效果最好，表明相对于 PCR 与 PLS 线性识别

方法，非线性识别方法 BPNN能够更好地描述电子

鼻传感器响应与茶叶存储时间之间复杂的非线性

映射关系。PLS预测模型性能优于 PCR预测模型，

表明PCR方法仅从自变量矩阵出发提取的前5个主

成分虽然可以较好地解释自变量，但对因变量的解

释能力不够。3 种模型中，BPNN 为茶叶存储时间

最佳预测模型。 

3 结论 

利用电子鼻对存储 60、120、180、240、300、

360 d 的黄山毛峰干茶进行检测，依据电子鼻传感

器阵列获取的茶叶香气信息，提取了基本特征变

量，分别采用 PCR、PLS和 BPNN方法，对多传感

器信息进行融合，建立了茶叶存储时间预测模型。

以最大预测相对误差 REmax、平均预测相对误差

REmean、预测值与实际值之间的决定系数 R2作为评

价指标，对 3种预测模型预测效果进行比较分析，

结果表明，3 种模型都能对茶叶存储时间进行较好

的预测，采用非线性 BPNN 预测模型具有最小的

SEP、REmax、REmean和最大的 R2，性能最优。 
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